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〔摘要〕　介绍自编码器、生成式对抗网络、ＢＥＲＴ等无监督深度学习方法，阐述其在电子健康档案数据挖
掘中的应用以及存在的挑战，指出无监督深度学习技术能够加速医疗知识发现和临床决策支持，促进个性

化医学发展。
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１　引言

电子 健 康 档 案 （ＥｌｅｃｔｒｏｎｉｃＨｅａｌｔｈＲｅｃｏｒｄ，
ＥＨＲ）是一种用于收集、存储和提供个体健康记录
的纵向医疗保健电子数据。通常包括人口统计、检

查结果、疾病诊断、临床护理、用药管理、付款和

保险等信息［１］。近年来各国加大对 ＥＨＲ建设工作
的投入［２－３］，ＥＨＲ开始替代传统就医过程中的纸质
病历，作为主要信息源贯穿医疗工作中，实现个人

健康整合和资源共享［４］，为优化就医流程、节约医

疗支出起到重要作用。ＥＨＲ数据不仅限于帮助医疗
计费及患者管理，还能够助力生物医学研究，有较

大研究潜力［１，５］。随着人工智能技术发展，利用深

度学习等数据驱动方法对ＥＨＲ进行２次利用，在临
床决策支持［６］、疾病亚型发现［７］、药物警戒［８］、医

学概念提取［９］、临床结局预测［１０］等领域具有重要应

用价值。然而 ＥＨＲ数据存在非结构化文本较多、
数据隐私性要求较高、标注样本昂贵稀缺的问题，
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难以进行数据挖掘。以自编码器 （Ａｕｔｏｅｎｃｏｄｅｒ，
ＡＥ），生成式对抗网络 （ＧｅｎｅｒａｔｉｖｅＡｄｖｅｒｓａｒｉａｌＮｅｔ
ｗｏｒｋ，ＧＡＮ）和基于 Ｔｒａｎｓｆｏｒｍｅｒ的双向编码器表征
（ＢｉｄｉｒｅｃｔｉｏｎａｌＥｎｃｏｄｅｒＲｅｐｒｅｓｅｎｔａｔｉｏｎｓｆｒｏｍＴｒａｎｓｆｏｒｍ
ｅｒｓ，ＢＥＲＴ）为代表的无监督深度学习技术能从富
含噪声、无标注的原始数据中提取关键信息并直接

对数据进行建模，实现特征提取、数据生成、结构

化表示等功能，在解决 ＥＨＲ数据挖掘难点方面具
有潜力。基于无监督深度学习的技术框架协助 ＥＨＲ
数据挖掘具有广阔发展前景，成为当前研究热点。

本文综述常用无监督深度学习技术及其应用于 ＥＨＲ
的最新研究进展并对无监督学习技术进行总结与

展望。

２　无监督深度学习技术

２１　定义

无监督深度学习是指使用深度学习技术在

没有额外信息情况下直接从原始数据中学习潜

在的模式，以发现隐藏在原始数据中有价值的

信息，例如有效特征、类别、结构、概率分布

等。无监督深度学习可以用来作为通用数据预

处理过程并在其后嵌入多种算法模型以完成具

体下游任务。

２２　常用无监督深度学习算法

主要包括自编码器、生成式对抗网络、ＢＥＲＴ
等。无监督深度学习模型使用卷积神经网络

（ＣｏｎｖｏｌｕｔｉｏｎＮｅｕｒａｌＮｅｔｗｏｒｋ，ＣＮＮ），循环神经网
络 （ＲｅｃｕｒｒｅｎｔＮｅｕｒａｌＮｅｔｗｏｒｋ，ＲＮＮ）等作为每个
网络层的基础结构，利用随机梯度下降算法 （Ｓｔｏ
ｃｈａｓｔｉｃＧｒａｄｉｅｎｔＤｅｓｃｅｎｔ，ＳＧＤ），Ａｄａｍ，ＲＭＳｐｒｏｐ
等优化方法训练深度神经网络以完成模型学习。

因模型结构和计算过程的差异性，不同无监督深

度学习方法在 ＥＨＲ数据挖掘主要应用方向不同，
见图 １。本文对自编码器、生成式对抗网络、
ＢＥＲＴ原理及其在 ＥＨＲ数据挖掘中的具体应用进
行介绍。

图１　基于无监督深度学习的ＥＨＲ数据挖掘

３　无监督深度学习技术原理及在ＥＨＲ数据
挖掘中的应用

３１　自编码器

３１１　基本概念　一种使用反向传播算法使模型
期望预测输出值等于输入值的神经网络。其将高维

输入压缩为低维的隐层表征并用以重构输出值。自

编码器由编码器 （Ｅｎｃｏｄｅｒ）和解码器 （Ｄｅｃｏｄｅｒ）
构成。对于任一给定输入向量ｘ，首先在表示为ｈ＝
ｆ（ｘ）的编码器中编码为低维隐层向量，再通过表
示为ｙ＝ｇ（ｈ）的解码器进行输出，其中 ｘ与 ｙ的
维度相同。因此自编码器计算过程可以用 ｙ＝ｇ（ｆ
（ｘ））表示，而模型训练目标为最小化输入向量与
输出向量之间的差异，可以表示为 ｍｉｎＬｏｓｓ（ｘ，ｇ
（ｆ（ｘ）））。
３１２　特点　相较主成分分析 （ＰｒｉｎｃｉｐａｌＣｏｍｐｏ
ｎｅｎｔＡｎａｌｙｓｉｓ，ＰＣＡ）等线性无监督学习方法，自编
码器使用神经网络作为基础结构，通过不同激活函

数实现非线性推广；同时自编码器可以通过叠加神

经网络层数使编码器和解码器更加复杂，从而学习

得到更有效的表示；更为重要的是自编码器作为一

种通用数据驱动型计算模型，可以使用从另一相关
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数据中预先训练得到的模型或部分层，通过迁移学

习和微调的方式增强当前任务自编码器表征性能以

及降低训练耗时，大幅扩展自编码器应用范围，使

其在小样本任务中具有良好表现。

３１３　特定用途自编码器　为尽可能提高自编码
器表征能力及其在去噪、降维等特定用途的性能，

研究者以传统自编码器为基础开发降噪自编码器

（ＤｅｎｏｉｓｉｎｇＡｕｔｏｅｎｃｏｄｅｒ，ＤＡＥ），稀疏自编码器，卷
积自编码器，变分自编码器 （ＶａｒｉａｔｉｏｎａｌＡｕｔｏｅｎｃｏｄ
ｅｒ，ＶＡＥ）等模型结构。
３１４　基于自编码器的ＥＨＲ数据挖掘　目前自编

码器在数据去噪以及数据降维、可视化等领域具有

广泛应用，同时可用于特征提取、分类及异常值检

测等任务。对于基于自编码器的 ＥＨＲ数据挖掘研
究，由于自编码器能够以无监督方式自动学习有效

特征且不同ＥＨＲ数据的特征类别具有较高一致性，
因此自编码器具有在大规模 ＥＨＲ数据中进行无监
督学习的潜力，其编码器输出的低维稠密向量可在

降维、聚类后用于患者分层，也可嵌入线性分类层

或与随机森林等分类模型用于临床结局预测；而其

解码器输出的向量与模型的输入信息相似，可被设

计以实现隐私保护、数据合成等，见图２。

图２　基于自编码器的ＥＨＲ数据挖掘流程

３１５　相关研究　ＤｅｅｐＰａｔｉｅｎｔ［１０］使用３层去噪自
编码器自动学习 ＥＨＲ数据中的分层规律和依存关
系，将自编码器学习到的深层表征作为随机森林分

类器的输入，用于预测患者未来患病可能。结果表

明基于自编码器模型的预测性能优于 ＰＣＡ、Ｋ－
Ｍｅａｎｓ等传统无监督学习算法；ＣｏｎｖＡＥ［７］使用词嵌
入、卷积神经网络和自编码器提取电子病历深度表

征并在复杂疾病的临床亚型分型任务中取得最优性

能；ＳＤＡＥ［１１］使用规范化的堆叠式去噪自编码器，
根据大量急性冠状动脉综合征 ＥＨＲ数据完成患者
分层和临床风险预测任务并取得具有竞争优势的预

测性能。

３１６　应用价值　自编码器可作为自动学习 ＥＨＲ
深层表示的通用框架，这种无监督深度学习方式不

仅消除了昂贵费时的手工特征工程步骤，还能以数

据驱动的方式学习真实世界样本中的潜在表示，具

有广阔的临床应用前景。

３２　生成式对抗网络

３２１　基本概念　生成式对抗网络是 Ｇｏｏｄｆｅｌｌｏｗ
Ｉ、Ｐｏｕｇｅｔ－ＡｂａｄｉｅＪ和 ＭｉｒｚａＭ等［１２］于２０１４年提出
的一种基于深度学习的无监督生成模型，用于根据

模型的自我对抗过程以实现生成足够逼真的数据的

目的。生成式对抗网络主要包括生成器和判别器两

个部分，其中生成器用于根据给定的输入信息生成

一个尽可能 “以假乱真”的新数据，而判别器用于

判断生成器所生成数据是否为真实样本。在最初训

练过程中生成器仅能生成充满噪声的数据，而判别

器可以很准确地进行辨别；随着模型不断迭代，当

生成器可以生成与真实数据分布相同的数据时，判

别器无法准确判断数据来源，便认为模型已完成训

练并能够用于相关数据的生成任务中。目前生成式

对抗网络已经成功应用于图像生成［１３］、风格迁

移［１４］、信息补全［１５］等领域中并达到目前最先进技

术 （Ｓｔａｔｅ－Ｏｆ－Ｔｈｅ－Ａｒｔ，ＳＯＴＡ）效果；同时在文
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本生成［１６］、结构化数据生成［１７］等方面也有大量应

用。

３２２　在ＥＨＲ数据挖掘中的应用场景　对于部分
特殊疾病和罕见病来说，ＥＨＲ数据是稀缺的；同时
受医疗数据法律、隐私和安全问题等因素影响，完

整ＥＨＲ数据的获取难度较大。为了规避这些问题
可以考虑通过自动生成逼真的合成数据进行 ＥＨＲ
数据挖掘；对于 ＥＨＲ数据扩增方面，相较于基于

概率统计和临床实践指南的传统方法，基于生成式

对抗网络的无监督方法通用性更广，并且可以自动

从数据中学习到真实样本分布而不是依靠先验知

识。基于生成式对抗网络的 ＥＨＲ数据挖掘流程较
为简单，研究者可以直接通过将随机噪声向量输入

训练后的生成式对抗网络以得到与训练 ＥＨＲ数据
分布相似的合成数据，以解决 ＥＨＲ数据合成和隐
私保护问题，见图３。

图３　基于生成式对抗网络的ＥＨＲ数据挖掘流程

３２３　相关研究　ＤＡＡＥ［１８］将递归自编码器与生
成对抗网络结合，在生成时间序列 ＥＨＲ数据时取
得了最优的似真性评分；ＭｅｄＧＡＮ［１９］结合自编码器
和生成式对抗网络以合成高质量的 ＥＨＲ离散数据，
在数据分布统计和预测建模等任务中实现了与真实

数据相当的性能；而ＭｅｄＷＧＡＮ、ＭｅｄＢＧＡＮ［２０］为对
ＭｅｄＧＡＮ进行改进，提高了关联规则挖掘和疾病预
测方面的性能。在隐私保护方面，生成式对抗网络

生成的合成数据与真实样本没有显式映射，而针对

ＭｅｄＧＡＮ、ＤＡＡＥ等生成式对抗网络的隐私实验结
果表明，基于生成式对抗网络产生的不同 ＥＨＲ合
成样本的潜在隐私暴露风险较低。

３３　ＢＥＲＴ

３３１　基本概念　ＢＥＲＴ［２１］是谷歌于２０１８年提出
的一种大规模预训练语言模型，其在１１个自然语
言处理任务中取得了先进结果。ＢＥＲＴ的模型结构
由一种基于 Ｓｅｌｆ－Ａｔｔｅｎｔｉｏｎ的 Ｔｒａｎｓｆｏｒｍｅｒ［２２］结构组
成，相较于自然语言处理中较为常用的循环神经网

络Ｔｒａｎｓｆｏｒｍｅｒ计算速度更快并能进行深层堆叠。此
外ＢＥＲＴ还构建了两种无监督预训练 （Ｐｒｅ－ｔｒａｉｎ
ｉｎｇ）过程。（１）ＭＬＭ （ＭａｓｋＬａｎｇｕａｇｅＭｏｄｅｌ）。对
部分输入句子中的字进行随机掩盖并通过训练

ＢＥＲＴ模型以预测被掩盖的字来学习句子内部关系。
（２）ＮＳＰ（ＮｅｘｔＳｅｎｔｅｎｃｅＰｒｅｄｉｃｔｉｏｎ）。１次输入两个
句子并训练ＢＥＲＴ模型以预测两个句子相邻的概率
来学习句子之间的关系。通过构建 ＭＬＭ和 ＮＳＰ训
练目标，ＢＥＲＴ能够以无监督的方式从无标注文本
中进行预训练，在完成预训练过程后，ＢＥＲＴ模型
可以通过在模型后端嵌入不同结构以应用到不同自

然语言处理任务中，例如文本分类、命名实体识

别、语义提取等。

３３２　基于 ＢＥＲＴ的 ＥＨＲ数据挖掘　ＢＥＲＴ被广
泛应用于不同语种、专业领域的自然语言处理问题

中。在相关领域或语种的大规模文本上完成预训练

后，ＢＥＲＴ使用特定任务相关数据集进行微调，即
可取得先进性能。在 ＥＨＲ数据挖掘领域，由于
ＢＥＲＴ模型的参数量较庞大、训练时间较慢，研究
者常在开源ＢＥＲＴ预训练模型的基础上使用ＥＨＲ自
由文本进行微调。在下游任务方面，研究者可使用

微调后的ＢＥＲＴ模型输出临床文本的表示向量以用
于语义相似性计算，或嵌入线性分类层以进行临床

预测任务研究，见图４。医学概念识别也属于针对
每个医学概念词语的多分类任务，可根据每个词语

经过ＢＥＲＴ编码后的输出类别值识别对应的医学
概念。
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图４　基于ＢＥＲＴ的ＥＨＲ数据挖掘

３３３　应用情况　医学概念识别方面，ＥＨＲ
ＢＥＲＴ［２３］从ＥＨＲ中识别药物、诊断、不良事件等医
学临床实体并将其规范化。识别医学临床实体可以

将非结构化文本转化为结构化数据，这对临床决策

支持、医学知识发现等基于 ＥＨＲ的数据挖掘研究
具有重要作用；临床预测方面，ＴＡＰＥＲ［２４］利用
ＢＥＲＴ模型将ＥＨＲ中的非结构化文本嵌入到统一向
量表示空间中，有效地将患者信息编码为可用于下

游任务的形式，增加了 ＥＨＲ有效信息量并将其应
用于存活、重复入院等临床结局事件预测中；语义

相似性方面，由于基于模板和临床笔记生成的 ＥＨＲ
数据存在较多冗余信息，需要对ＥＨＲ数据进行压

缩，而计算临床文本片段的语义相似性是一种解决

方法。ＭａｈａｊａｎＤ、ＰｏｄｄａｒＡ和 ＬｉａｎｇＪＪ等［２５］将多

任务学习方法应用于 ＣｌｉｎｉｃａｌＢＥＲＴ模型中，在临床
语义文本相似性任务中取得了最优预测性能。

３４　无监督深度学习技术研究情况

目前无监督深度学习技术研究在疾病亚型分

析、临床结局预测等多个细分医学研究领域已取得

较大成果，但其在 ＥＨＲ数据挖掘中的通用性应用
尚未成熟，具体主要体现在大多研究的建模数据来

源不具备普适性和代表性。例如 ＣｏｎｖＡＥ、ＥＨＲ
ＢＥＲＴ等研究使用数据规模较大，但均为医院未公
开ＥＨＲ数据。虽然保证了数据一致性，但将其迁
移至不同来源的 ＥＨＲ数据会存在数据分布差异问
题；ＴＡＰＥＲ、ＤＡＡＥ等使用ＭＩＭＩＣ－ＩＩＩ等公共ＥＨＲ
数据库数据进行建模，但缺乏实际应用场景下的外

部验证集评估。因此如何有效地将无监督深度学习

技术应用于 ＥＨＲ数据并指导临床实践仍然有待进
一步研究。ＥＨＲ数据挖掘的无监督深度学习模型及
其主体模型结构和应用场景，见表１。

表１　基于无监督深度学习的ＥＨＲ数据挖掘应用研究

应用方向 模型名称 模型结构 数据描述 数据来源及规模 研究目的

患者疾病分型 ＤｅｅｐＰａｔｉｅｎｔ ＤＡＥ 人口统计学、诊疗记录等结构

化数据及医学概念自由文本

医院数据仓库 （约

７０万）

疾病分型及发病概率预

测

ＣｏｎｖＡＥ Ｅｍｂｅｄｄｉｎｇ、ＣＮＮ、ＡＥ 人口统计学、诊疗记录等结构

化数据及医学概念自由文本

医院数据仓库 （约

１６０万）

复杂疾病亚型分析

医学概念识别 ＥＨＲＢＲＥＴ ＢＥＲＴ ＥＨＲ自由文本 医院数据仓库 （约

１５０万）

药物治疗、适应症及药

物不良事件实体识别

ＥＨＲ２Ｖｅｃ［２６］ Ｓｅｌｆ－ａｔｔｅｎｔｉｏｎＭａｃｈａ

ｎｉｓｍ

系统性红斑狼疮患者 ＥＨＲ自由

文本

医院数据仓库 （约

５７万）

疾病诊断及药物实体识

别

临床预测　　 ＨＣＬＡ［２７］ ＬＳＴＭ、ＣＮＮ、ＡＥ 患者心血管事件的时间序列自

由文本

专家标注 （８７８） 心血管出血事件预测

ＳＤＡＥ ＤＡＥ 急性冠脉综合征患者的人口统

计学、诊疗记录等结构化数据

医院数据仓库

（３４６３）

疾病严重程度预测及疾

病风险因素分析

ＲＮＮ －

ＤＡＥ［２８］
ＲＮＮ、ＤＡＥ 心力衰竭患者的人口统计学、

诊疗记录等结构化时序数据

医院数据仓库 （约

１１万）

死亡率及合并症预测

ＴＡＰＥＲ ＢＥＲＴ 人口统计学、诊断代码、医疗

记录等自由文本

ＭＩＭＩＣ－ＩＩＩ（约５８

万）

重复入院、死亡率、住

院时间、疾病诊断预测

数据合成及　

隐私保护　　

ＭｅｄＷＧＡＮ ＧＡＮ 诊疗记录、医疗服务等结构化

数据

ＭＩＭＩＣ－ＩＩＩ、ＮＨＩＲＤ

（约５５万）

ＥＨＲ数据生成、关联医

学规则挖掘

ＤＡＡＥ ＲＮＮ、ＡＥ、ＧＡＮ 医学实体的结构化数据 ＭＩＭＩＣ － ＩＩＩ、 ＵＴ

（约１０５万）

生成与真实数据分布近

似的脱敏数据
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续表１

应用方向 模型名称 模型结构 数据描述 数据来源及规模 研究目的

ＡＤＳ －

ＧＡＮ［１７］
ＣＧＡＮ 心血管事件的结构化数据 ＭＡＧＧＩＣ、 ＵＮＯＳ

（约１３６万）

生成可调整隐私约束等

级的合成数据

４　无监督深度学习的局限性

４１　缺乏可解释性

由于深度学习是一种 “黑盒”模型，研究者尚

未能揭示深度学习模型在训练过程中所学习参数矩

阵的具体意义，ＥＨＲ数据使用自编码器、ＢＥＲＴ等

无监督学习方法得到的潜在表示无法被合理解释，

而临床决策支持、患病风险预测等临床具体应用需

要预测工具的计算方法具有可转化为临床知识的能

力，这使得无监督深度学习在临床实践中应用较为

受限。

４２　异构数据处理困难

ＥＨＲ中存储有包括人口统计学、疾病诊断、实

验室检查、影像报告、用药情况等多源异构数据，

从数据结构上来说包括非结构化文本、图像、类别

特征、实值特征等，单一无监督学习技术无法有效

处理全部 ＥＨＲ信息。开发基于无监督学习的通用

异构信息处理框架是最大程度利用 ＥＨＲ数据、促

进临床应用的重点研究方向。

４３　缺乏通用基准测试

大多用于 ＥＨＲ数据挖掘的无监督深度学习模

型多采用私有数据集，并且受患者数据敏感性限制

ＥＨＲ数据共享较难推进；有研究声称该模型具有最

先进性能却较少有充足外部验证过程。因此缺乏通

用基准测试数据集和算法是目前开发适合于 ＥＨＲ

数据的无监督深度学习模型的障碍。

５　结语

无监督深度学习与人类学习方式相仿，能够自

动从大规模无标注数据中学习相关概念和关系的表

示，并且可以作为预训练模型用于其他任务之中，

具有发展为通用人工智能技术的前景，因而被卷积

神经网络发明人 ＹａｎｎＬｅＣｕｎ誉为 “深度学习的未

来”。在ＥＨＲ数据挖掘领域，使用海量 ＥＨＲ数据
训练的无监督深度学习模型可用于生成模拟数据、

处理冗余文本信息和特征提取，是患者隐私保护、

结构化表示和临床预测等关键问题的重要解决方

法。随着信息化技术的发展和人力成本的增加，急

剧扩增的ＥＨＲ数据中无标注样本的占比逐渐增大；
虽然ＥＨＲ数据共享不断加深，但数据隐私保护及
多源异构问题阻碍了监督学习在 ＥＨＲ数据挖掘中
的广泛应用。而无监督深度学习相比于监督学习和

统计分析等方法具有数据驱动、通用性强等优点，

能够从大规模 ＥＨＲ数据中挖掘、提取、发现有效
信息，助力临床医学研究。
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