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〔摘要〕　以首都儿科研究所附属儿童医院急诊患者就诊数据为基础，设计并提取１９个就诊时间相关变量，
构建６种不同的机器学习模型，用于儿科急诊就诊患者候诊时间预测，经检验预测模型表现良好。本研究
有助于医院动态分配医疗资源，缓解急诊科拥挤程度，提高患者就诊满意度。
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１　引言

儿科急诊患儿候诊时间长是医患关系的主要矛

盾点之一。患儿就医往往由２～３名成人陪同，拥
挤的环境和焦躁的候诊情绪不仅降低患者就医体

验，也增加急诊科医护人员的职业紧张［１］。医院所

采取的优化就医流程相关措施，如增加预检分诊护

·３３·

医学信息学杂志　２０２２年第４３卷第４期　　　　　　　　　　　　ＪＯＵＲＮＡＬＯＦＭＥＤＩＣＡＬＩＮＦＯＲＭＡＴＩＣＳ　２０２２，Ｖｏｌ．４３，Ｎｏ．４



士和看诊医生排班等，根据管理者经验判断实施，

无法科学、精准地预测患者候诊时间，动态调配医

疗资源。患者候诊、就诊时间是衡量急诊科效率、

评估当前拥挤状态的最常用指标［２］。评估患者候诊

时间有利于医院管理人员合理分配医疗资源，使急

诊患儿及时得到救治，避免拥挤聚集情况出现。因

此患者候诊时间预测是缓解急诊科拥挤状况的重要

方法和手段。当前针对儿科急诊患者候诊时间预测

的相关研究较少。本研究以首都儿科研究所附属儿

童医院２０２１年１－６月共９５８７５条数据为基础，提

出一套基于机器学习的患者候诊时间预测模型的标

准构建流程，包括原始数据提取、异常值检测、候

诊时间相关变量设计及提取、描述性统计分析、机

器学习模型构建、模型评价及特征重要性分析。

２　研究现状

２１　基于量表评分的方法

目前评估医院拥挤程度的主流方法。该方法通

过预定义一组与医院医疗资源和患者情况相关的变

量集合，使用加权求和的方法计算拥挤程度分级。

国家急诊科过度拥挤研究 （ＮａｔｉｏｎａｌＥｍｅｒｇｅｎｃｙＤｅ

ｐａｒｔｍｅｎｔＯｖｅｒｃｒｏｗｄｉｎｇＳｔｕｄｙ，ＮＥＤＯＣＳ）评分系统被

广泛应用于评估急诊科拥挤程度，该评分系统包含

２３个指标并通过计算给出拥挤程度评估结果，最初

研究在两个医院中取得 ０４９的决定系数［３］。严重

过度拥挤 －过度拥挤 －未过度拥挤 （Ｓｅｖｅｒｅｌｙｏｖｅｒ

ｃｒｏｗｄｅｄ－Ｏｖｅｒｃｒｏｗｄｅｄ－ＮｏｔｏｖｅｒｃｒｏｗｄｅｄＥｓｔｉｍａｔｉｏｎ

Ｔｏｏｌ，ＳＯＮＥＴ）是用于评估急诊科过度拥挤程度的

工具，ＳＯＮＥＴ考虑当前急诊科中不同危重分级、状

态的患者人数并加权计算得出拥挤度评分，结果显

示该评分优于广泛使用的ＮＥＤＯＣＳ评分［４］。然而该

方法预测性能受限，仅能给出当前医院的拥挤程

度，无法计算具体等待时间预测结果。

２２　基于离散事件模拟的方法

将患者就诊问题转换为排队问题，使用仿真软

件模拟排队行为，从而进行等待时间预测。ＨｕｎｇＧ

Ｒ、ＷｈｉｔｅｈｏｕｓｅＳＲ和Ｏ＇ｎｅｉｌｌＣ等［５］使用离散时间建

模软件构建患者流动模型用于模拟儿科急诊科的人

员配置场景，结果表明该模型响应人员配置变化并

对等待时间预测结果做出相应改变；ＣｏｎｎｅｌｌｙＬＧ

和 ＢａｉｒＡＥ［６］使用ＥｘｔｅｎｄＤＥＳ建模软件模拟急诊科

活动模型，通过输入医疗人员配备水平、设施特

征、患者数据、账单记录等信息预测患者平均等待

时间，结果表明５８％患者的绝对误差小于３小时。

然而，该方法较为复杂，需要较多历史数据验证仿

真模型，同时需要设置较多参数以近似真实情况。

２３　基于机器学习的方法

根据患者就诊时间相关变量，采用线性回归、

决策树等机器学习算法对其进行建模并预测具体的

候诊时间。该方法的核心是构建合适且相关的患者

变量。ＫｕｏＹＨ、ＣｈａｎＮＢ和ＬｅｕｎｇＪＭＹ等［７］使用

两组变量集合和４种机器学习模型构建急诊科候诊

时间预测模型，其中最优模型在测试集上的决定系

数为０４２９；ＳｕｎＹ、ＴｅｏｗＫＬ和 ＨｅｎｇＢＨ等［８］使

用分位数回归算法构建急诊科患者候诊时间预测模

型，在中位候诊时间为１７分钟的数据集中模型预

测绝对误差小于２０分钟；ＰａｋＡ、ＧａｎｎｏｎＢ和 Ｓｔａｉｂ

Ａ［９］使用４种回归算法和随机森林模型用于急诊科

候诊时间预测，结果表明机器学习算法优于简单的

滚动平均方法。何跃、邓唯茹和刘司寰［１０］使用３种

决策树组合 ＢＰ神经网络构建急诊等待时间预测模
型，但是该方法缺少变量与等待时间相关性的进一

步探究。刘翠、王巍和代伟等［１１］使用人工神经网络

构建超声科患者排队时间预测模型，发现患者排队

时间的变化规律。通过医院工作流程的精细化管理

和医疗资源的合理分配来缩短患者就诊时间，可以

提高患者满意度［１２－１３］。结合本院数据和有关研究

的样本［９］发现，来源于不同地区的不同人群的急诊

患者候诊时间数据会存在一定差异，因此需要选取

合适的机器学习模型来进行研究。

３　资料与方法

３１　数据来源

本院２０２１年１－６月共９５８７５条急诊患者就诊
·４３·
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数据，包括患者性别、年龄、医生工资号、就诊分

区、取号时间、首诊时间、首诊名称、首次医嘱时

间、末次医嘱时间、是否有辅助检查 （检验、检查

等）及是否开药。

３２　数据预处理

对原始数据进行数据清洗、加工处理，以得到

适合候诊时间预测建模的数据。本研究主要采用以

下３条数据清洗规则：去除缺失急诊分区信息的样
本数据；去除候诊时间小于０（首诊时间到取号时
间小于０分钟）或者年龄大于１８周岁的错误样本
数据；去除总就诊时间异常 （末次医嘱时间到取号

时间大于２天）和候诊时间异常 （首诊时间到取号

时间大于 ４８０分钟）的样本数据。经过数据清洗
后，最终得到９０５７３条样本数据用于后续分析，见
图１。

图１　数据清洗流程

３３　描述性分析和特征提取

对预处理后的样本数据进行描述性统计分析，

以发现不同临床亚群患者相关特征，辅助指导构建

等待时间预测建模相关变量设计。此外通过绘制就

诊人数、患者平均候诊时间等随时间变化的趋势

图，帮助医院管理人员了解就诊人数和急诊科拥挤

程度在不同时间段的变化模式并以此实施相应决

策。对于特征提取方面，根据先前研究［７，９］，本研

究设计并提取１９个变量用于候诊时间预测模型构
建，见表１。

表１　变量描述

变量名称 变量解释

ｗａｉｔｔ 等待时间 （首诊时间到取号时间）

ａｒｒｉｖａｌｓｇｒｅｅｎ 患者取号时，前１小时绿区到达人数

ａｒｒｉｖａｌｓｏｔｈｅｒ 患者取号时，前１小时红区和黄区到达人数

ｌｅｆｔｇｒｅｅｎ 患者取号时，前１小时绿区离院人数

ｌｅｆｔｏｔｈｅｒ 患者取号时，前１小时红区和黄区离院人数

ｔｒｅａｔｇｒｅｅｎ 患者取号时，绿区正在就诊人数

ｔｒｅａｔｏｔｈｅｒ 患者取号时，红区和黄区正在就诊人数

ｗａｉｔｇｒｅｅｎ 患者取号时，绿区正在等待人数

ｗａｉｔｏｔｈｅｒ 患者取号时，红区和黄区正在等待人数

４ｈｇｒｅｅｎ 患者取号时，前４小时绿区就诊完毕人数

４ｈｏｔｈｅｒ 患者取号时，前４小时红区和黄区就诊完毕人数

ｔａｖｇ４ｈｇｒｅｅｎ 患者取号时，前４小时绿区就诊完毕患者的平均

等待时间

ｔａｖｇ４ｈｏｔｈｅｒ 患者取号时，前４小时红区和黄区就诊完毕患者

的平均等待时间

ｄｏｃｔｏｒ 当前值班医生数

ｍｏｎｔｈ 患者取号时间段 （月份）

ｗｅｅｋ 患者取号时间段 （星期）

ｈｏｌｉｄａｙ 患者取号时间段 （是否节假日）

ｔｒｉａｇｅ 患者取号时的分区

ｒａｉｎ 患者取号当天是否存在极端天气 （下雨、沙尘

等）

３４　基于机器学习的候诊时间预测模型构建

使用线性回归 （ＬｉｎｅａｒＲｅｇｒｅｓｓｉｏｎ，ＬＲ），回归
模型 （ＬｅａｓｔＡｂｓｏｌｕｔｅＳｈｒｉｎｋａｇｅａｎｄＳｅｌｅｃｔｉｏｎＯｐｅｒａ
ｔｏｒ，ＬＡＳＳＯ），Ｋ最近邻 （Ｋ－ＮｅａｒｅｓｔＮｅｉｇｈｂｏｒ，
ＫＮＮ），随机森林 （ＲａｎｄｏｍＦｏｒｅｓｔ，ＲＦ），极端梯度
森林［１４］ （ｅＸｔｒｅｍｅＧｒａｄｉｅｎｔＢｏｏｓｔｉｎｇ，ＸＧＢｏｏｓｔ）及
ＬｉｇｈｔＧＢＭ［１５］共６种机器学习算法构建候诊时间预测
模型。ＬＲ是一种利用最小二乘法将多个自变量逼
近拟合因变量的回归分析算法，可以简易地表示为

ｙ＝β０＋β１ｘ１＋β２ｘ２＋β３ｘ３＋… ＋βｋｘｋ＋ε。ＬＡＳＳＯ
是一种在ＬＲ的基础上进行改进的方法，其在最小
二乘法中引入 Ｌ１惩罚项以压缩数据空间维度，从
而实现参数估计和变量选择。ＫＮＮ是一种在样本空
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间上寻找 Ｋ个最近邻样本作为待预测样本的估计，
并计算近邻样本标签均值作为预测值的算法。ＲＦ
是一种包含多个决策树的集成机器学习算法。其使

用Ｂｏｏｔｓｔｒａｐ方法从训练集中有放回地抽样，并对其
中每个样本随机选择一定数量特征构建多个决策

树，最后在预测阶段将所有决策树预测结果的平均

值作为最终预测结果。ＸＧＢｏｏｓｔ是一种基于梯度提
升决策树的增强算法。其在训练时使用贪婪策略，

在每次迭代时都学习一个决策树用于预测上一个决

策树预测值与真实值的残差；同时，其将二阶泰勒

公式展开引入损失函数以提高精确度，并利用正则

项简化模型。ＬｉｇｈｔＧＢＭ是一种基于梯度提升决策树
的增强算法。其采用单边梯度采样、互斥特征捆

绑、受限决策树生长策略等方法降低模型复杂度，

加速模型训练速度的同时使模型精确度保持稳定。

３５　实验参数设置

首先对６种机器学习模型进行超参数网格搜
索，以确定每种机器学习模型的最优超参数，见表

２。采用１０折交叉验证用于评估模型表现，设置１０
个随机种子以重复实验，给出模型表现的平均值。

对于模型表现结果，采用决定系数Ｒ２，平均绝对误
差 （ＭｅａｎＡｂｓｏｌｕｔｅＥｒｒｏｒ，ＭＡＥ），平均绝对百分误
差 （ＭｅａｎＡｂｓｏｌｕｔｅＰｅｒｃｅｎｔａｇｅＥｒｒｏｒ，ＭＡＰＥ），均方
根误差 （ＲｏｏｔＭｅａｎＳｑｕａｒｅＥｒｒｏｒ，ＲＭＳＥ）作为评价
指标，计算方法为：

Ｒ２ ＝１－
∑ｎ

ｉ＝１
（ｙｉ－ｙ

︿

ｉ）
２

∑ｎ

ｉ＝１
（ｙｉ－ｙ

－

ｉ）
２

（１）

ＭＡＥ＝ １ｎ∑
ｎ

ｉ＝１ ｙｉ－ｙ
︿

ｉ （２）

ＭＡＰＥ＝１００ｎ∑
ｎ

ｉ＝１

ｙｉ－ｙ
︿

ｉ

ｙｉ
（３）

ＲＭＳＥ＝
　 １
ｎ∑

ｎ

ｉ＝１
（ｙｉ－ｙ

︿

ｉ）槡
２ （４）

　　其中ｙｉ、ｙ
︿

ｉ、ｙ
－
ｉ分别为样本真实值、样本预测

值、真实值的均值。

表２　机器学习模型超参数

模型 模型超参数

ＬＲ Ｆｉｔ＿ｉｎｔｅｒｃｅｐｔ：［Ｔｒｕｅ，Ｆａｌｓｅ］；

Ｎｏｒｍａｌｉｚｅ：［Ｔｒｕｅ，Ｆａｌｓｅ］

Ｌａｓｓｏ Ｆｉｔ＿ｉｎｔｅｒｃｅｐｔ：［Ｔｒｕｅ，Ｆａｌｓｅ］；

Ｎｏｒｍａｌｉｚｅ：［Ｔｒｕｅ，Ｆａｌｓｅ］；

Ａｌｐｈａ：［０００１，００１，０１，１，１０，１００］

ＫＮＮ Ｎ＿ｎｅｉｇｈｂｏｒｓ：［３，４，５，６，８］；

Ｌｅａｆ＿ｓｉｚｅ：［１０，１５，２０，２５，３０］

ＲＦ Ｎ＿ｅｓｔｉｍａｔｏｒｓ：［１００，２００，２５０，３００，３５０，４００］；

Ｍａｘ＿ｄｅｐｔｈ：［１０，１５，１７，２０，２２，２５］

ＸＧＢ Ｎ＿ｅｓｔｉｍａｔｏｒｓ：［８０，１００，１５０，２００，２５０，３００，３５０，４００，４５０］；

Ｌｅａｒｎｉｎｇ＿ｒａｔｅ：［００１，００５，００７，００８，００９，０１］；

Ｍａｘ＿ｄｅｐｔｈ：［５，８，１０，１２，１４，１６，１８，２０］

４　结果

４１　儿科急诊拥挤程度描述性统计

首先对９０５７３条样本数据的关键信息进行描
述性统计。可知绿区占总就诊人数最多，而红

区、黄区患者较少。由于就诊分区为红区的患者

病情最危重，在实际情况中均为立即就诊，因此

不需要对其进行候诊时间预测，但由于其在一定

程度上与黄区、绿区患者共同使用医疗资源，因

此仍加入红区患者参与计算。此外夜班 （２０时
～次日８时）中的平均就诊人数略多于白班 （８
时 ～２０时），而夜班医生数略少于白班医生数。
门诊小夜班结束后，病情较轻患者只能在急诊科

就医，也会对急诊医疗资源产生一定程度消耗，

见表３。
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表３　患者就诊数据描述性统计

统计项 总计

样本数 红区　　 ２４６０（２７１％）

黄区　　 ２７４２（３０３％）

绿区　　 ８５３７３（９４２６％）

平均年龄 ４０８±３２３

男性比例 ５１４３３（５６７９％）

平均等待时间 （ＳＤ） 红区　　 １８８４±３７３１

黄区　　 ２０２８±４８８１

绿区　　 ７０５８±８４５１

平均等待人数 （ＳＤ） 白班　　 ３２０５±３０６６

夜班　　 ３７１７±３３７１

平均值班医生数 （ＳＤ） 白班　　 １５５３±２４２

夜班　　 １２９７±２５６

４２　儿科急诊候诊时间趋势分析

根据２０２１年１－６月就诊数据进行时间趋势分
析可知，急诊科拥挤程度 （患者候诊时间）与就诊

人数高度相关，在２０２１年１－３月，由于防疫政策、

节假日、季节等因素影响，急诊科总体就诊人数较

少，同时患者平均等待时间短 （低于２５分钟）；之
后随着防疫政策调整、人员流动较年初更加自由、

学校开学、逐步入夏等原因，急诊科就诊人数上

升，同时患者平均候诊时间也大幅上升，最高近３
小时。由此可知不同时间段急诊科拥挤程度变化较

大。为了最有效缓解该现象，需要根据患者候诊时

间灵活实施加速就诊措施。因此患者候诊时间预测

模型是为执行各种措施提供时间预估的重要手段。

４３　就诊候诊时间预测模型表现

４３１　模型构建　使用 ＬＲ、ＬＡＳＳＯ、ＫＮＮ、ＲＦ、
ＸＧＢｏｏｓｔ、ＬｉｇｈｔＧＢＭ构建基于机器学习的急诊患者
候诊时间预测模型。所有模型的整体预测能力均较

好，其中ＬｉｇｈｔＧＢＭ取得最优的Ｒ２、ＭＡＥ及ＲＭＳＥ，
相对于作为基线水平的 ＬＲ模型，ＬｉｇｈｔＧＢＭ在３个
指标上的提升分别为８２８％、９５４％和４２８％，模
型表现优越，可以对不同状态下的患者提供较为准

确的候诊时间预测，见表４。

表４　机器学习模型表现结果 （分钟）

模型
模型表现

Ｒ２ ＭＡＥ ＭＡＰＥ ＲＭＳＥ

ＬＲ ０４８３±００００ ４０４３４±０００１ ３６４６０４±００４８ ６２０９２±０００３

ＬＡＳＳＯ ０４８３±００００ ４０３９７±０００１ ３６３５４２±００４７ ６２０９６±０００３

ＫＮＮ ０４８７±０００１ ３７７３１±００２６ ３３５２０５±０４６６ ６１８７１±００４６

ＲＦ ０５１９±００００ ３６８０２±００１０ ３２６７９２±０３２４ ５９８９２±００２０

ＸＧＢｏｏｓｔ ０５２０±００００ ３７０５４±０００６ ３２２４３９±０３３５ ５９８４６±００１２

ＬｉｇｈｔＧＢＭ ０５２３±００００ ３６５７６±００１４ ３２３７３９±０３９６ ５９６４２±００２７

４３２　６种机器学习模型在不同时间段的等待时
间拟合能力分析　绘制２４小时段绿区、黄区患者
的平均候诊时间趋势图，观察结果可知急诊科患者

平均候诊时间存在两个高峰，分别为８～１２时、２０
～２３时，该结果符合本院实际诊疗情况。此外６个
机器学习模型均能较好拟合并预测该变化趋势，平

均候 诊 时 间 的 ＭＡＥ分 别 为 １３０７１、１３０８２、
１３１８０、１３３１９、１４４４８、１３３７６。证明使用机器
学习算法构建患者候诊时间预测模型的稳健性和准

确性较好；同时ＬｉｇｈｔＧＢＭ表现出最优的拟合效果，
见图２。
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图２　患者平均候诊时间预测 （２４小时）

４３３　不同分区患者平均等待时间预测分析　由
于不同分区患者代表不同病情危重程度的临床人

群，因此候诊时间预测模型需要区分不同分区患者

以促进个性化诊疗实施。通过绘制不同分区患者平

均候诊时间预测结果的时间趋势可知，虽然６种机
器学习模型均能准确预测绿区患者的平均候诊时间

变化，但ＬＲ、ＬＡＳＳＯ、ＫＮＮ模型对于黄区患者几
乎无预测能力，而３种决策树集成模型 （ＲＦ、ＸＧ
Ｂｏｏｓｔ、ＬｉｇｈｔＧＢＭ）在黄区患者中仍有较为准确的预
测能力。该结果表明在患者候诊时间预测中，复杂

度较高的集成模型能够学习到罕见临床亚群信息，

从而提供泛化性更好的预测，见图３。

图３　不同分区患者平均等待时间预测时间曲线

４４　特征重要性分析

使用６种机器学习模型中表现最优的ＬｉｇｈｔＧＢＭ
模型输出其特征重要性分数。观察结果可知，本研

究设计的多个变量 （ｗａｉｔｇｒｅｅｎ、ｔａｖｇ４ｈｇｒｅｅｎ、ａｒ
ｒｉｖａｌｓｇｒｅｅｎ等）在ＬｉｇｈｔＧＢＭ模型中重要程度较高，
而原始数据中的部分变量 （ｄｏｃｔｏｒ、ｔｒｉａｇｅ、ｈｏｌｉｄａｙ
等）对结果影响较小。以上结果反映了本研究设计

的变量集合对患者等待时间预测模型构建的重要

性；同时该结果也证明诊疗活动的历史信息能够用

于预测当前及未来医院拥挤程度，从而辅助医院管

理者决策，见图４。

图４　特征重要性分数排序
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５　结语

提高患者就诊效率和满意度是在儿科急诊诊疗

活动中执行医疗资源管理、分配的重要目标。其中

针对儿科急诊患者候诊时间进行预测是科学安排医

疗资源以缓解急诊科拥挤程度的前提。本研究基于

大规模患者就诊数据共构建６种不同机器学习模型
用于儿科急诊就诊患者的候诊时间预测，最佳模型

的决定系数 （Ｒ－ｓｑｕａｒｅｄ，Ｒ２）为 ０５２３，预测模
型表现良好，能够较为精准地预测急诊科患者候诊

时间，同时精确拟合不同时间段下患者平均候诊时

间，具备较高稳健性和泛化性。综上，该模型有助

于医院管理者提前采取应对措施以合理分配医疗资

源，缓解急诊科拥挤程度，改善医疗环境，提高患

者满意度。本研究拟于下一步将该模型应用至本院

急诊科并探讨其在其他诊疗科室的应用潜力，从而

在真实场景下帮助医院管理者更高效、合理地实施

资源动态调配。研究存在一定局限性。研究仅限于

２０２１年６个月的样本数据，无法反映年度季节性趋
势，如月份，对于候诊时间的影响。在未来的研究

中将采用更加完整的年度样本数据以及考虑增加疾

病诊断和治疗等临床因素，开展急诊候诊时间更深

入的比较分析，使结果更加全面。
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