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〔摘要〕　目的／意义 探讨人工智能技术应用于淋巴水肿患者电子病历非结构化文本数据的关键实体识别问
题。方法／过程 阐述样本稀缺背景下模型微调训练的解决方案，选取首都医科大学附属北京世纪坛医院淋巴
外科既往收治患者５９４例为研究对象，依据临床医生标注的１５种关键实体类别，微调 ＧｌｏｂａｌＰｏｉｎｔｅｒ模型的
预测层，借助其全局指针识别嵌套和非嵌套的关键实体。分析实验结果的准确性和临床应用可行性。结果／
结论 微调后模型总体精准率、召回率和 Ｍａｃｒｏ＿Ｆ１均值分别为０７９５、０６４１和０６９７，为淋巴水肿电子病
历数据精准挖掘奠定基础。

〔关键词〕　淋巴水肿；电子病历；命名实体识别；自然语言处理；医学
〔中图分类号〕Ｒ－０５８　　 〔文献标识码〕Ａ　　 〔ＤＯＩ〕１０３９６９／ｊｉｓｓｎ１６７３－６０３６２０２４０２００９

ＳｔｕｄｙｏｎｔｈｅＡｐｐｌｉｃａｔｉｏｎｏｆＮａｍｅｄＥｎｔｉｔｙＲｅｃｏｇｎｉｔｉｏｎｉｎＥｌｅｃｔｒｏｎｉｃＭｅｄｉｃａｌＲｅｃｏｒｄｓｆｏｒＬｙｍｐｈｅｄｅｍａＤｉｓｅａｓｅ　
ＴＡＮＧＨａｏｃｈｅｎｇ１，ＳＵＷａｎｃｈｕｎ２，ＪＩＸｉｕｙｕａｎ１，ＸＩＮＪｉａｎｆｅｎｇ２，ＸＩＡＳｏｎｇ２，ＳＵＮＹｕｇｕａｎｇ２，ＸＵＹｉ１，ＳＨＥＮＷｅｎｂｉｎ２

１ＩｎｓｔｉｔｕｔｅｏｆＡｕｔｏｍａｔｉｏｎ，ＣｈｉｎｅｓｅＡｃａｄｅｍｙｏｆＳｃｉｅｎｃｅｓ，Ｂｅｉｊｉｎｇ１００１９０，Ｃｈｉｎａ；２ＢｅｉｊｉｎｇＳｈｉｊｉｔａｎＨｏｓｐｉｔａｌ，ＣａｐｉｔａｌＭｅｄｉｃａｌＵｎｉｖｅｒｓｉｔｙ，

Ｂｅｉｊｉｎｇ１０００３８，Ｃｈｉｎａ

〔Ａｂｓｔｒａｃｔ〕　Ｐｕｒｐｏｓｅ／ＳｉｇｎｉｆｉｃａｎｃｅＴｈｅｐａｐｅｒｄｉｓｃｕｓｓｅｓｔｈｅａｐｐｌｉｃａｔｉｏｎｏｆａｒｔｉｆｉｃｉａｌｉｎｔｅｌｌｉｇｅｎｃｅｔｅｃｈｎｏｌｏｇｙｔｏｔｈｅｋｅｙｅｎｔｉｔｙｒｅｃｏｇｎｉｔｉｏｎ

ｏｆｕｎｓｔｒｕｃｔｕｒｅｄｔｅｘｔｄａｔａｉｎｔｈｅｅｌｅｃｔｒｏｎｉｃｍｅｄｉｃａｌｒｅｃｏｒｄｓｏｆｌｙｍｐｈｅｄｅｍａｐａｔｉｅｎｔｓＭｅｔｈｏｄ／ＰｒｏｃｅｓｓＩｔｅｘｐｏｕｎｄｓｔｈｅｓｏｌｕｔｉｏｎｏｆｍｏｄｅｌ

ｆｉｎｅ－ｔｕｎｉｎｇｔｒａｉｎｉｎｇｕｎｄｅｒｔｈｅｂａｃｋｇｒｏｕｎｄｏｆｓａｍｐｌｅｓｃａｒｃｉｔｙ，ａｔｏｔａｌｏｆ５９４ｐａｔｉｅｎｔｓａｄｍｉｔｔｅｄｔｏｔｈｅｄｅｐａｒｔｍｅｎｔｏｆｌｙｍｐｈａｔｉｃｓｕｒｇｅｒｙｏｆ

ＢｅｉｊｉｎｇＳｈｉｊｉｔａｎＨｏｓｐｉｔａｌ，ＣａｐｉｔａｌＭｅｄｉｃａｌＵｎｉｖｅｒｓｉｔｙａｒｅｓｅｌｅｃｔｅｄａｓｔｈｅｒｅｓｅａｒｃｈｏｂｊｅｃｔｓＴｈｅｐｒｅｄｉｃｔｉｏｎｌａｙｅｒｏｆｔｈｅＧｌｏｂａｌＰｏｉｎｔｅｒｍｏｄｅｌ

ｉｓｆｉｎｅ－ｔｕｎｅｄａｃｃｏｒｄｉｎｇｔｏ１５ｋｅｙｅｎｔｉｔｙｃａｔｅｇｏｒｉｅｓｌａｂｅｌｅｄｂｙｃｌｉｎｉｃｉａｎｓ，ｎｅｓｔｅｄａｎｄｎｏｎ－ｎｅｓｔｅｄｋｅｙｅｎｔｉｔｉｅｓａｒｅｉｄｅｎｔｉｆｉｅｄｗｉｔｈｉｔｓｇｌｏｂ

ａｌｐｏｉｎｔｅｒＴｈｅａｃｃｕｒａｃｙｏｆｔｈｅｅｘｐｅｒｉｍｅｎｔａｌｒｅｓｕｌｔｓａｎｄｔｈｅｆｅａｓｉｂｉｌｉｔｙｏｆｃｌｉｎｉｃａｌａｐｐｌｉｃａｔｉｏｎａｒｅａｎａｌｙｚｅｄＲｅｓｕｌｔ／ＣｏｎｃｌｕｓｉｏｎＡｆｔｅｒｆｉｎｅ

－ｔｕｎｉｎｇ，ｔｈｅａｖｅｒａｇｅａｃｃｕｒａｃｙｒａｔｅ，ｒｅｃａｌｌｒａｔｅａｎｄＭａｃｒｏ＿Ｆ１ｏｆｔｈｅｍｏｄｅｌａｒｅ０７９５，０６４１ａｎｄ０６９７，ｒｅｓｐｅｃｔｉｖｅｌｙ，ｗｈｉｃｈｌａｙａ

ｆｏｕｎｄａｔｉｏｎｆｏｒａｃｃｕｒａｔｅｍｉｎｉｎｇｏｆｌｙｍｐｈｅｄｅｍａＥＭＲｄａｔａ．

〔Ｋｅｙｗｏｒｄｓ〕　ｌｙｍｐｈｅｄｅｍａ；ｅｌｅｃｔｒｏｎｉｃｍｅｄｉｃａｌｒｅｃｏｒｄｓ；ｎａｍｅｄｅｎｔｉｔｙｒｅｃｏｇｎｉｔｉｏｎ；ｎａｔｕｒａｌｌａｎｇｕａｇｅｐｒｏｃｅｓｓｉｎｇ；ｍｅｄｉｃｉｎｅ

〔修回日期〕　２０２３－０７－２４
〔作者简介〕　汤昊，工程师，发表论文５篇；通信作者：徐毅，沈文彬。
〔基金项目〕　科技创新２０３０——— “新一代人工智能”重大项目 （项目编号：２０２０ＡＡＡ０１０５００５）；北京市科学技术委员会项

目 （项目编号：Ｚ１９１１００００７６１９０４９）。

·２５·

医学信息学杂志　２０２４年第４５卷第２期　　　　　　　　　　　　ＪＯＵＲＮＡＬＯＦＭＥＤＩＣＡＬＩＮＦＯＲＭＡＴＩＣＳ　２０２４，Ｖｏｌ．４５，Ｎｏ．２



１　引言

淋巴水肿主要表现为局部体液滞留和组织肿胀，

是全球致残率最高的疾病之一，严重危害人体健康，

及时准确的诊断是阻断疾病恶化、提升术后康复痊愈

率的关键。伴随着人工智能技术的飞速发展，疾病相

关数据驱动的精准医学研究为此提供了行之有效的解

决方案。研究者基于文本数据［１］、图像数据［２］在临

床疾病辅助诊断领域已取得显著效果。患者电子病

历［３］是医务人员借助医疗信息系统对临床治疗经过

的记录，包括患者检查、诊断和治疗过程等重要医

疗信息，通常以半结构化或非结构化形式存储，是

构建智能化诊疗分析系统的数据基础。但是电子病

历记录具有明显的子语言特性［３］，例如包含大量专

业术语和行业习惯用语、表达模式化、数字和单位

混合 （如６０～８０ｍｍｏｌ／Ｌ）、句子语法结构不完整
等，数据噪声显著，呈异质性分布，尤其是针对同

种疾病，不同医生遵循不同标准或习惯书写病历，

存在一词多义和多词一义等不规范的现象，并且相

较于英文语料缺乏明显的边界分隔符，词频分布呈

现厚尾效应，严重影响双向编码器表征 （ｂｉｄｉｒｅｃ
ｔｉｏｎａｌ ｅｎｃｏｄｅｒ ｒｅｐｒｅｓｅｎｔａｔｉｏｎｓ ｆｒｏｍ ｔｒａｎｓｆｏｒｍｅｒ，
ＢＥＲＴ）［４］等序列化语义分析技术的使用。因此，电
子病历文本数据挖掘往往需要人工提取关键信息，

依赖于高年资临床医生的精细标注，标注过程耗时

费力，电子病历标注语料稀缺，尤其体现在亚专业

学科。由此可见，针对淋巴水肿电子病历文本数据

的智能化预处理或信息提取尤为重要。

命名实体识别 （ｎａｍｅｄｅｎｔｉｔｙｒｅｃｏｇｎｉｔｉｏｎ，ＮＥＲ）
技术可以从文本中检测关键实体的范围和语义类别，

是目前从非结构化文本数据中进行信息抽取的关键技

术之一［５］。在电子病历数据中，实体重叠是相当普

遍的现象，见图１。“左下肢”与 “淋巴水肿”首尾

不相交，为非嵌套实体，而 “手术后淋巴水肿”包

含更细粒度的 “淋巴水肿”实体，为嵌套实体。如

果忽略嵌套实体，则无法捕获底层文本中更细粒度的

语义信息。针对该问题，基于超图［６］、序列标注［７－８］

和区域设置［９］的方法存在计算复杂度高、错误级联、

准确率低等问题。而 ＧｌｏｂａｌＰｏｉｎｔｅｒ模型［１０］无需复杂

的特征工程，采用全局指针在中文嵌套实体识别任

务中取得了最优效果。因此，本研究利用 Ｇｌｏｂａｌ
Ｐｏｉｎｔｅｒ模型和模型微调方法实现少量标注样本背景
下的淋巴水肿电子病历命名实体识别模型训练，并

选取基准模型进行比较，建立高质量电子病历标注

文本语料库，构建人工智能技术辅助淋巴水肿疾病

精准诊断、分期研究和应用的关键数据基础。

图１　命名实体识别任务分类

２　模型介绍

２１　预训练语言模型

ＧｌｏｂａｌＰｏｉｎｔｅｒ模型以预训练语言模型为编码器

提取文本特征。ＢＥＲＴ是预训练语言模型之一，由

多层编码器堆叠而成，采用完全自注意力机制，计

算每个词与其他所有词的关联，在自然语言处理领

域取得了显著效果，但其时间和空间复杂度与序列

长度为二次方关系Ｏ（ｎ２），可以处理的最大序列长

度为５１２字符，长文本处理能力受限。ＢｉｇＢｉｒｄ模

型［１１］是另一种预训练语言模型，同样由多层编码器

堆叠构成，但区别于ＢＥＲＴ普通的多头注意力机制，

其采用稀疏的多头注意力机制，将时间和空间复杂

度降低为线性 Ｏ（ｎ），运行效率更高，可以处理的

最大序列长度为４０９６字符，是 ＢＥＲＴ的８倍，适

用于本研究中的长文本电子病历。因此，采用 Ｂｉｇ

Ｂｉｒｄ模型作为 ＧｌｏｂａｌＰｏｉｎｔｅｒ模型的编码器。注意力
值计算方式如下：

ＡＴＴＮＤ （Ｘ）ｉ＝

ｘｉ＋∑
Ｈ

ｈ＝１
σ（Ｑｈ （ｘｉ）Ｋｈ （Ｘ

Ｔ
Ｎ（ｉ）） ×Ｖｈ （ＸＮ（ｉ）） （１）

其中，Ｑｈ和Ｋｈ分别是查询函数和键函数，Ｖｈ是

·３５·

医学信息学杂志　２０２４年第４５卷第２期　　　　　　　　　　　　ＪＯＵＲＮＡＬＯＦＭＥＤＩＣＡＬＩＮＦＯＲＭＡＴＩＣＳ　２０２４，Ｖｏｌ．４５，Ｎｏ．２



值函数，σ是评分函数，Ｈ表示头数 （Ｈｅａｄ），Ｎ（ｉ）
表示所有需要计算的词。

２２　ＧｌｏｂａｌＰｏｉｎｔｅｒ模型

传统嵌套实体识别方法设计两个模块分别识别

实体的头、尾位置，未考虑实体片段的内在关系，

ＧｌｏｂａｌＰｏｉｎｔｅｒ模型构造文本长度的方形矩阵，同时
考虑首、尾位置，通过行和列索引位置来判断文本

片段是否为一个实体，更具全局性，见图 ２。第 １
行第３列属于病程类型的实体 “５年前”，赋予标签

１，其余部分为０。此外，方形矩阵的数量与实体类
别数量相同，每一个方形矩阵用来判别一种实体类

别。命名实体识别任务方向为从前向后，如要判别

“５年前”是否为实体，无需考虑 “前年５”是否为
实体的情况。基于此特性，矩阵左下三角为空白，

无需赋予标签，训练时亦无需计算损失。图中每个

小方框代表１个待识别的实体，对于长度为 ｎ的文
本，若仅需要识别一种实体，则有ｎ（ｎ＋１）／２个不
同的连续片段 （待识别实体），因此，研究任务可

转化为从中选择ａ个实体的多标签分类问题。

图２　ＧｌｏｂａｌＰｏｉｎｔｅｒ模型示例

　　ＧｌｏｂａｌＰｏｉｎｔｅｒ模型由学习层和预测层两部分组

成，学习层由 ＢｉｇＢｉｒｄ编码器构成，输入文本 Ｘ＝

［ｘ１，ｘ２，…，ｘｎ］经过预训练语言模型 ＢｉｇＢｉｒｄ编码得

到语义表示Ｈ＝［ｈ１，ｈ２，…，ｈｎ］，其中：
ｈ１，ｈ２，…，ｈｎ ＝ＰＬＭ（ｘ１，ｘ２，…，ｘｎ） （２）

令ｓ［ｉ：ｊ］表示文本的片段序列，ｉ表示开始位置

索引，ｊ表示结束位置索引，Ｈ经过前馈层变换后得

到用于识别 α类型实体的向量表示 ｑｉ，α（开始位置，

矩阵中的行）和ｋｊ，α（结束位置，矩阵中的列）：
ｑｉ，α ＝Ｗｑ，αｈｉ＋ｂｑ，α （３）

ｋｊ，α ＝Ｗｋ，αｈｊ＋ｂｋ，α （４）

ＧｌｏｂａｌＰｏｉｎｔｅｒ模型利用稀疏的多头注意力机制

将每一个头视为一种实体类型识别任务，从而实现

多个实体类型的识别任务，将 ｑ和 ｋ的内积作为最

后的打分 （舍去注意力机制的值部分），ｓα（ｉ，ｊ）＝

ｑＴｉ，αｋｊ，α表示文本第ｉ个元素到第ｊ个元素组成的连续

片段属于α类型实体的得分。在此基础上，采用基

于变换矩阵原理的旋转位置编码引入相对位置信

息，用位置关系来限制实体长度，提升模型对实体

长度的敏感性。例如，输入文本为 “下肢核磁示右

下肢继发性淋巴水肿”，对于识别 “身体”类型的

实体，真正实体为 “下肢”“右下肢”，而模型的可

能预测结果为 “下肢核磁示右下肢”，引入相对位

置信息后，有利于分辨出真正的实体：
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ＲＴｉＲｊ＝Ｒｊ－ｉ （５）

ｓα ｉ，( )ｊ＝ｑＴｉ，αＲｊ－ｉｋｊ，α （６）

由于电子病历文本长度 ｎ较长，ｎ（ｎ＋１）／２个

待识别实体中包含的真正实体 （标签为１）数量往

往占比较小，会带来极其严重的类别不均衡问题。

采用多标签分类的损失函数解决此问题：

Ｌｏｓｓ＝ｌｏｇ（１＋ ∑
（ｑ，ｋ）∈ｐα

ｅ－ｓα（ｑ，ｋ））＋

ｌｏｇ（１＋ ∑
（ｑ，ｋ）∈Ｑα

ｅｓα（ｑ，ｋ）） （７）

其中，Ｐα表示α类型实体的首、尾集合，Ｑα表

示非实体或者非 α类型实体的首、尾集合，因此，

损失函数的优化方向为属于 α实体的 ｓα（ｑ，ｋ）得分

增大，非α实体的ｓα（ｑ，ｋ）得分减小。

３　实验设置

３１　数据介绍

实验数据来自医院脱敏数据，见表１。利用Ｄｏｃ

ｃａｎｏ工具进行数据标注，临床医生确定的实体类别

以及统计的实体数量，见表２。实体数量分布不均

衡，例如 “临床症状”实体类别包含２９３４２个实体，

而 “微生物”实体类别只包含２个实体。共有１９名

淋巴外科专业的医生参与数据标注任务，其中主任医

师１人，副主任医师３人，主治医师５人，住院医师

１０人。学历学位分布方面，１２人为博士学位，５人

为硕士学位，２人为本科学位。数据标注流程为：

先由高年资医生制定数据标注标准和质量控制规

范，并标注３００例示例数据；然后经过培训的低年

资医生以 “双人标注，双人核查”的方式标注剩余

数据。对标注不一致的数据，由高年资医生进行最

终决策，保证数据标注的准确性和规范性。

表１　淋巴水肿电子病历文本数据统计

统计项 值

总数 （例） ５９４
实体类别数量 （个） １５
最小文本长度 （字符） １５７４
最大文本长度 （字符） ３２２５
平均文本长度 （字符） ２１００
男性 ７３
女性 ５２１

续表１

统计项 值

最大年龄 （岁） ８０
最小年龄 （岁） ２
平均年龄 （岁） ５１

表２　各类实体类别包含实体数量

实体类别 实体统计数 （个） 不同实体名称数 （个）

疾病诱因 ９３２８ ５３２

病程 ４０５１ ８５６

身体 ２７０８９ １２５６

临床症状 ２９３４２ ２５４７

科室 １９７５ １９４

医疗程序 ５３３５ １０４６

频次 ８２４ ２０４

否认 ２６２２０ １１２

疾病 ２３０４７ １３８３

医学检查项目 ３０６８ ４１５

药物 ４８８ ２０５

疾病诊断分类 ４２０９ ２５４６

医疗设备 ９９ １８

当前的 １１ ６

微生物 ２ ２

合计 １３５０８８ １１３２２

３２　实验参数设置

实验中模型的超参数包括训练批次 （ｅｐｏｃｈ）、
学习率 （ｌｅａｒｎｉｎｇｒａｔｅ）、文本最大长度 （ｍａｘ＿ｌｅｎ）、
批量大小 （ｂａｔｃｈ＿ｓｉｚｅ）。由于显存限制，文本最大
长度设置为２８００字符，超出部分将截断，本研究
数据截断占比为１％。批量大小设置为２，学习率一
般为ｅ－５级别，对常用的２ｅ－５、３ｅ－５和５ｅ－５
利用网格搜索法进行实验，结果表明学习率设定为

５ｅ－５、训练批次设定为２５时模型效果最优。

３３　模型微调过程

借助预训练语言模型，ＧｌｏｂａｌＰｏｉｎｔｅｒ模型已经
在普通带嵌套命名实体识别任务中取得了最优效

果，因此，本研究主要进行垂直领域微调学习，根

据少量医生标注样本数据实现最终模型的快速学

习。微调训练过程如下。输入：模型初始化参数
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θ，学习率λ。输出：更新后的参数。初始化模型
的参数θ，学习率为λ。数据预处理：电子病历文
本经过 ＢｉｇＢｉｒｄ编码器后，得到语义向量 Ｈ＝［ｈ１，
ｈ２，…，ｈｎ］，作为新的输入 Ｘ。计算损失函数
ＬＥ( )θ＝－ｙｌｏｇｐｙ｜ｘ；( )θ，ｐ( )ｙ｜ｘ表示预测标签为

ｙ的概率。则θ＝θ－λＬＥ( )θ。

３４　基准模型选取

为验证本研究方法的适用性，选取 ＢＥＲＴ－
ＭＲＣ模型［１２］进行比较。ＢＥＲＴ－ＭＲＣ是一种基于机
器阅读理解 （ｍａｃｈｉｎｅｒｅａｄｉｎｇｃｏｍｐｒｅｈｅｎｓｉｏｎ，ＭＲＣ）
的命名实体识别模型，通过构建问句的方式引入实

体类别相关先验信息，再与文本内容共同作为模型

输入。随后，模型通过两个多分类任务从文本内容

中抽取问句答案，分别预测答案的开始和结束位

置，即实体在文本中的起止位置，从而完成命名实

体识别任务。这种方法在多个中英文数据集的命名

实体识别任务中表现优异，可作为基准模型与

ＧｌｏｂａｌＰｏｉｎｔｅｒ模型进行预测效果的比较。

３５　模型评估指标

采用５折交叉验证方法，将数据集分成５个子
集，每次使用其中４个子集作为训练集，剩余的１
个子集作为测试集，评价模型的预测能力。评估指

标包括精准率 （ｐｒｅｃｉｓｉｏｎ）、召回率 （ｒｅｃａｌｌ）和
Ｍａｃｒｏ＿Ｆ１分数，并计算均值和方差：

ｐｒｅｃｉｓｉｏｎ＝ ＴＰ
ＴＰ＋ＦＰ （８）

ｒｅｃａｌｌ＝ ＴＰ
ＴＰ＋ＦＮ （９）

Ｆ１＝２×ｐｒｅｃｉｓｉｏｎ×ｒｅｃａｌｌｐｒｅｃｉｓｉｏｎ＋ｒｅｃａｌｌ （１０）

Ｍａｃｒｏ＿Ｆ１＝１ｎ∑
ｎ

ｉ－１
Ｆ１ｉ （１１）

其中，ＴＰ表示实际为正样本且预测为正样本的
个数，ＦＰ表示实际为负样本但预测为正样本的个
数，ＴＮ表示实际为负样本且预测为负样本的个数，
ＦＮ表示实际为正样本但预测为负样本的个数，精
准率表示全部正样本的预测结果中正确预测所占比

例，召回率表示全部正样本中正确预测所占比例，

Ｍａｃｒｏ＿Ｆ１分数是精准率和召回率的调和平均值。
此外，采用箱线图四分位数反映数据分布特征，并

判断是否存在异常值。下限表示为Ｑ１－１５（Ｑ３－
Ｑ１），下四分位数表示为 Ｑ１，中四分位数表示为
Ｑ２，上四分位数表示为 Ｑ３，上限表示为 Ｑ３＋１５
（Ｑ３－Ｑ１），异常值为低于下限或超过上限的值。

４　实验结果分析

４１　准确性分析

数据集共１５种实体类别，其中 “微生物” “当

前的”包含实体数量极少 （分别为２个、１１个），予
以剔除。因此，本研究评估含有１３种实体类别的命
名实体识别 ＧｌｏｂａｌＰｏｉｎｔｅｒ模型效果，并与基准模型
ＢＥＲＴ－ＭＲＣ进行对比。总体实验结果，见表 ３，
ＧｌｏｂａｌＰｏｉｎｔｅｒ模型方差较小，并且没有异常值 （“－”
表示没有异常值），与 ＢＥＲＴ－ＭＲＣ模型相比，在
Ｍａｃｒｏ＿Ｆ１分数方面可以提升约８个百分点，展现了
实体识别总体结果最佳。

表３　总体实验结果

评估指标
ＧｌｏｂａｌＰｏｉｎｔｅｒ ＢＥＲＴ－ＭＲＣ

精准率 召回率 Ｍａｃｒｏ＿Ｆ１ 精准率 召回率 Ｍａｃｒｏ＿Ｆ１

均值　　　 ０７９５ ０６４１ ０６９７ ０６１７ ０６２１ ０６１９

方差　　　 ０００００ ００００３ ００００１ ００００１ ００００１ ００００１

下限　　　 ０７８５ ０５７９ ０６６７ ０５８９ ０５９３ ０６０３

下四分位数 ０７９２ ０６２３ ０６８８ ０６１２ ０６１５ ０６１６

中四分位数 ０７９５ ０６４７ ０７０２ ０６１５ ０６１９ ０６１７

上四分位数 ０７９７ ０６５２ ０７０２ ０６２７ ０６３０ ０６２５

上限　　　 ０８０５ ０６９６ ０７２３ ０６５０ ０６５３ ０６３９

异常值　　 － － － － － －
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　　ＧｌｏｂａｌＰｏｉｎｔｅｒ模型针对每个实体类别的分类效
果，见表４。“医疗设备”实体数量相较于其他实体
类别过少，仅包含 ９９个实体，虽然精准率高，但
召回率过低，待样本数量增加后，Ｍａｃｒｏ＿Ｆ１分数

会有所提升。此外，“临床症状”“医疗程序”等实

体类别包含不同名称的实体数量较多，对实验结果

造成一定干扰，待数据标注规范更新统一后，命名

实体识别模型效果可得到进一步提升。

表４　ＧｌｏｂａｌＰｏｉｎｔｅｒ模型１３种实体类别实验结果

实体类型
均值 方差

精准率 召回率 Ｍａｃｒｏ＿Ｆ１ 精准率 召回率 Ｍａｃｒｏ＿Ｆ１

疾病诱因 ０７６７ ０６６１ ０７０９ ００００３ ０００１５ ００００３

病程 ０８３３ ０８０５ ０８１９ ００００５ ０００００ ００００１

身体 ０７４９ ０６０３ ０６６８ ００００１ ００００６ ００００２

临床症状 ０７０６ ０５１３ ０５９２ ０００１１ ０００１４ ００００５

科室 ０８８７ ０８８３ ０８８６ ００００２ ００００２ ００００１

医疗程序 ０６７３ ０５６８ ０６１３ ０００１８ ０００２０ ００００３

频次 ０６１３ ０５３８ ０６１４ ００００３ ０００２６ ０００２１

否认 ０９１１ ０８３８ ０８７３ ００００３ ００００３ ０００００

疾病 ０７５９ ０６９２ ０７２３ ００００３ ０００１４ ００００２

医学检查项目 ０７５５ ０６７０ ０７１０ ０００１０ ００００２ ００００２

药物 ０８４１ ０６５１ ０７３４ ００００８ ０００１３ ００００９

疾病诊断分类 ０７２２ ０６０７ ０６５９ ００００９ ００００６ ００００７

医疗设备 １０００ ０３１８ ０４５６ ０００００ ０００５８ ０００６４

４２　案例分析

以某份淋巴水肿电子病历的命名实体识别结果

为例进行分析，展示现病史、既往史、体格检查和

出院诊断的标注情况，见图３。左图为模型标注结
果，右图为真实标签情况。针对 “出院诊断”标注

部分，模型不仅能够识别出 “手术后淋巴水肿”这

一 “疾病诊断分类”类型的实体，同时可以识别出

更细粒度的 “疾病”类型实体 “淋巴水肿”，模型

具备识别出 “ＸＸ淋巴水肿”的能力，可以较好地
解决实体嵌套问题，提升命名实体识别效果。但标

注模型仍存在一定缺陷。例如，虽然将 “宫颈癌根

治术”正确识别为 “疾病诱因”实体类别，却又赋

予该实体 “医疗程序”的错误标签，一定程度上说

明针对某些实体，模型区分实体类型之间的差别能

力较差。此外，模型存在一定的漏标 （如未能识别

“放疗”这一疾病诱因实体）问题，有待进一步

提升。

图３　模型标注部分效果示例

５　结语

本研究主要开展淋巴水肿疾病患者电子病历文

本命名实体识别应用研究。利用医生专业领域知识

确定了１３种常见实体类别，涵盖疾病病史、症状、

·７５·
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诊断、治疗、评估等方面。基于少量医生标注的电

子病历数据，针对电子病历文本数据实体嵌套特

性，采用ＧｌｏｂａｌＰｏｉｎｔｅｒ模型，以及以自然语言理解
大模型为基础的预训练 －微调模型学习范式，实现
领域快速自适应学习。实验结果表明 ＧｌｏｂａｌＰｏｉｎｔｅｒ
模型对淋巴水肿患者电子病历命名实体识别任务有

效，这为真实临床病历数据构建和预处理奠定基

础；数据和算法均填补了智能化方法在淋巴疾病领

域的应用空白。本研究采用的数据来自电子病历中

的非结构化文本内容，医学专业名词表达不统一、

数据记录习惯不一致，产生了一词多义和多词一义

的问题。因此，如果能经预处理实现命名实体归一

化，排除噪声干扰，则可以进一步提升模型表现。

个性化精准医疗是疾病诊疗的必然需求，应在

模型研发时融入更多领域知识，识别多种类型文档

蕴含的重要实体。与此同时，实体之间的关系也影

响关键实体识别，应结合知识图谱相关技术，深入

挖掘实体和实体之间的多种关系，识别其与细分领

域疾病的关联关系，共同构建数据基础。此外，从

淋巴外科智能化诊疗技术发展远景来看，引入数据

规范和模型应用验证的标准是推动技术研发和临床

应用转化协同发展的必经之路。

利益声明：所有作者均声明不存在利益冲突。
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